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摘　要：为了解决空间负荷预测面临的特征变量众多和数据匮乏问题，文中提出一种基于双层极端梯度提升（ｅｘ
ｔｒｅｍｅｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）和数据增强的空间负荷预测方法。该方法首先将待预测区域按馈线供电范围划分
为若干子区域；其次构建基于双层ＸＧＢｏｏｓｔ的特征选择模型，第一层ＸＧＢｏｏｓｔ对特征进行评分及排序，将组合特征
和负荷输入第二层ＸＧＢｏｏｓｔ并进行子区域负荷预测，根据子区域负荷预测结果选择每个子区域的最佳特征变量；
然后利用生成对抗网络（ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋ，ＧＡＮ）增强每个子区域的训练集样本，并通过极限学习机（ｅｘ
ｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ，ＥＬＭ）实现子区域预测；最后将每个子区域的预测值相加得到待预测区域的预测值。以上海
市局部区域为例，对文中方法进行仿真实验和对比分析。结果表明，文中方法可同时解决特征变量选择和数据匮

乏问题，具有更高的预测精度。
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０　引言

空间负荷预测是对待预测区域的负荷总量和

负荷增长位置同时进行预测，在城市配电网规划中

具有非常重要的作用，可为供电设备容量及最佳配

置位置的选择提供依据，促进配电网规划的精益化

管理［１２］。

空间负荷的时空变化受待预测区域的社会、经

济、人口、气候等众多特征因素影响。文献［３］融合
非结构化信息、建设情况、发展定位等元胞特征信

息，利用深度置信神经网络算法充分挖掘负荷元胞

的多源信息特征，提升空间负荷预测精度。文献

［４］建立计及经济、人口、气温等因素影响的多变量
预测模型，实现城市电网的负荷总量预测，并采用

基于用电信息的负荷密度指标法，结合地理信息系

统平台分配到各个供电小区。文献［５６］提出基于
灰色关联分析（ｇｒｅｙｒｅｌａｔｉｏｎａｌａｎａｌｙｓｉｓ，ＧＲＡ）和最小
二乘支持向量机（ｌｅａｓｔｓｑｕａｒｅｓｕｐｐｏｒｔｖｅｃｔｏｒｍａ
ｃｈｉｎｅ，ＬＳＳＶＭ）的空间负荷预测方法，综合用地属
性、人口密度、人均年用电负荷等指标，并将其作为

特征因素输入，进而对负荷密度值进行预测。上述

文献均考虑了较多的负荷特征变量，但并未针对性

地进行选择，忽略了特征变量对空间负荷影响程度

的差异性。

随着机器学习的发展，基于神经网络模型的空

间负荷预测方法得以应用。文献［７］以元胞的历史
负荷数据为基础，结合径向基函数（ｒａｄｉａｌｂａｓｉｓｆｕｎｃ
ｔｉｏｎ，ＲＢＦ）神经网络在非线性拟合方面的优势，提出
基于元胞负荷特性分析的 ＲＢＦ神经网络空间负荷
预测方法。文献［８］提出考虑本位元胞接受能力和
相邻元胞负荷影响的空间负荷预测方法，利用空间

卷积建立反映相邻元胞间负荷相互影响的量化模

型。文献［９］提出一种数据驱动方法，建立 Ｓｏｆｔｍａｘ
多元概率分类模型，对未知地块的负荷水平类型进

行匹配。然而，神经网络实现高精度空间负荷预测

需要大量数据，而空间负荷预测面临数据匮乏的问

题。针对该问题，文献［１０１１］利用用户业扩报装计
划和其他用户的历史负荷数据建立模型，文献［１２］
利用生成对抗网络（ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋ，
ＧＡＮ）建立数据生成模型，提升空间负荷预测精度。
但上述文献只增强了负荷数据，没有对与空间负荷

密切相关的社会、经济、人口等特征变量进行数据

增强。

文中针对上述特征变量选择与数据增强问题，

提出基于双层极端梯度提升（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔｂｏｏｓｔ
ｉｎｇ，ＸＧＢｏｏｓｔ）和数据增强的空间负荷预测方法。首
先构建双层ＸＧＢｏｏｓｔ模型筛选出各个子区域的最佳
特征组合，利用 ＧＡＮ增强各子区域的训练集样本。
然后引入极限学习机（ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ，
ＥＬＭ）实现预测，提高模型的运算速度。最后通过
实例分析对文中方法提高空间负荷预测精度的可

行性进行验证。

１０２



１　基于双层ＸＧＢｏｏｓｔ的特征选择模型

１．１　ＸＧＢｏｏｓｔ原理
ＸＧＢｏｏｓｔ是一个树集成模型，可以看成对 Ｋ棵

树的样本预测值进行求和，其定义函数为：

ｙ^＝θ（ｘｉ）＝∑
Ｋ

ｋ＝１
ｆｋ（ｘｉ）　ｆｋ∈Ｆ （１）

式中：ｙ^为预测值；ｘｉ为第 ｉ个样本；θ（ｘｉ）为 ｘｉ的函
数；ｆｋ为第ｋ棵树模型；Ｋ为树的总数；Ｆ为由决策树
组成的函数空间。

ＸＧＢｏｏｓｔ的目标函数为：

Ｌ（θ）＝∑
ｉ
ｌ（ｙ^ｉ，ｙｉ）＋∑

ｋ
Ω（ｆｋ） （２）

Ω（ｆ）＝γＴ＋
１
２λ‖ω‖

２ （３）

式中：ｙ^ｉ为第ｉ个样本的预测值；ｙｉ为第 ｉ个样本的

类别标签；ｌ（ｙ^ｉ，ｙｉ）为损失误差函数；Ω（ｆｋ）为第 ｋ
棵树的目标函数；Ｔ为叶子的个数；γ、λ为系数；ω
为叶子节点的权重向量。

式（２）为损失函数项，即训练误差。式（３）为正
则化项，具有防止过拟合的作用。整体的目标是在

Ｌ（θ）取得最小值时得出相对应的模型ｆ，ｆ不是具体
值，因此无法在欧式空间中进行优化。通常将式

（１）进行展开，函数 ｆｋ（ｘｉ）须学习，每次学习结束后
原模型不变，同时向原模型加入一个新的函数，目

的是使目标函数最小化。

１．２　特征选择模型
在进行空间负荷预测时，特征数量并非越多越

好，有效特征才能提高模型预测精度。为了确定最

合适的特征，文中构建了一个双层ＸＧＢｏｏｓｔ模型。
第一层ＸＧＢｏｏｓｔ网络作为特征评价层。用特征

工程进行特征重要性排序，通过梯度提升算法衡量

特征在模型提升决策树构建中的价值。模型在构

建决策树时，某一属性被用到的次数越多，其重要

性就相对越高。文中各子区域收集了负荷和多个

特征变量组成数据集，经过对数据集进行特征提取

并调用权重和增益这２个取值，最终将一个属性在
所有提升树中的结果进行加权求和然后求平均，得

到重要性得分，从高到低直观显示每个特征的重

要性。

第二层ＸＧＢｏｏｓｔ网络作为预测层。将各子区域
数据集分成训练集和测试集，排好序的特征变量由

高分到低分取不同的数量进行组合，网络训练完成

后通过测试集负荷预测结果的平均绝对百分比误

差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ）确定最佳
特征变量。ＭＡＰＥ越小，此时的特征组合对应的负

荷预测精度越高，进而确定各子区域的特征变量。

ＸＧＢｏｏｓｔ代价函数里加入正则项防止过拟合，
在小样本数据上仍能取得较好的预测效果，且通过

嵌入式特征选择方法选出来的特征变量更加合理

有效。

２　数据增强与预测模型

２．１　ＧＡＮ生成模型
ＧＡＮ能在训练过程中模拟原始样本分布，批量

生成新样本，增强原始样本集的多样性和规模［１３］，

在处理小样本数据时性能突出，广泛应用于图像处

理、计算机视觉、自然语言处理等领域。

ＧＡＮ由生成网络和判别网络构成，均为多层感
知机网络，其整体结构如图１所示。生成网络和判
别网络均采用ＬｅａｋｙＲｅＬＵ函数作为激活函数，可以
解决训练过程的神经饱和问题，提高计算效率。

图１　ＧＡＮ结构
Ｆｉｇ．１　ＳｔｒｕｃｔｕｒｅｏｆＧＡＮ

生成网络通过接收一个随机高斯噪声ｚ生成新
的数据［１３］。判别网络则是判别生成数据的真假，判

别网络的输入参数包括真实数据ｘ和生成网络的输
出Ｇ（ｚ），判别网络的输出为 Ｄ（·），若结果为 １，则
为真实数据，若结果为０，则为假数据。通过生成网
络与判别网络不断地对抗博弈，最终达到纳什均衡。

ＧＡＮ模型训练过程中先是固定生成网络，通过
损失函数优化判别网络，可表示为：

ｍａｘ
Ｄ
Ｖ（Ｄ，Ｇ）＝Ｅ（ｌｏｇ２Ｄ（ｘ））＋

Ｅ（ｌｏｇ２（１－Ｄ（Ｇ（ｚ）））） （４）
式中：Ｅ（·）为数学期望；ｘ服从概率分布ｐｘ（ｘ）；ｚ服
从概率分布ｐｚ（ｚ）。

然后固定判别网络，通过损失函数优化生成网

络，可表示为：

ｍｉｎ
Ｇ
Ｖ（Ｄ，Ｇ）＝Ｅ（ｌｏｇ２（１－Ｄ（Ｇ（ｚ）））） （５）

将２个过程整合后得到总体目标函数，即：
ｍｉｎ
Ｇ
ｍａｘ
Ｄ
Ｖ（Ｇ，Ｄ）＝Ｅ（ｌｏｇ２Ｄ（ｘ））＋

Ｅ（ｌｏｇ２（１－Ｄ（Ｇ（ｚ）））） （６）
文中首先用Ａｄａｍ优化器对原始参数进行更新

优化，再利用此时的判别网络对生成网络进行多次

无监督训练来优化其网络参数，使生成网络生成更

加真实的数据，直至判别网络判别生成的数据为真

实数据。ＧＡＮ模型用于增强各个子区域的训练集，

２０２



根据其原始训练集样本来生成足量的新样本并合

并到原来的训练集中去，以此达到数据增强的目

的。该模型能够把握负荷与特征变量之间的映射

关系，符合原始数据之间的变化规律。

２．２　ＥＬＭ预测模型
ＥＬＭ通过改进反向传播算法提升学习效率、简

化学习参数，不仅可以应用于监督学习，也可以处

理非监督学习问题，在图像处理及时间序列预测等

方面应用广泛。

ＥＬＭ是一种单隐含层的前馈神经网络，其结构
如图２所示。输入层和隐含层的连接权值以及隐含
层的阈值可随机设定且不再调整，大幅减少了运算

量［１４１５］。隐含层与输出层的连接权值不用迭代调

整，可通过解方程组一次性确定。

图２　ＥＬＭ的网络结构
Ｆｉｇ．２　ＮｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｏｆＥＬＭ

假设输入层 ｘ有 Ｎ组样本 ｘｉ＝［ｘｉ１ｘｉ２…
ｘｉｎ］

Ｔ，ｉ＝１，２，…，Ｎ；隐含层 Ｏ有 Ｌ个神经元；输出
层ｙ为ｙｊ＝［ｙｊ１ｙｊ２… ｙｊｍ］

Ｔ，ｊ＝１，２，…，Ｍ。则ＥＬＭ
的输出为：

ｙ＝∑
Ｌ

ｌ＝１
［βｌｈ（ωｌｘ＋ｂｌ）］ （７）

式中：ｈ（·）为激活函数；ωｌ为输入层与隐含层第 ｌ
个神经元的输入权重；βｌ为隐含层第 ｌ个神经元与
输出层的输出权重；ｂｌ为隐含层第 ｌ个神经元的
偏置。

文中ＥＬＭ是最终的预测模型，将各子区域增强
后的训练集输入训练，模型训练完成后，再将其测

试集输入预测，即可得到各子区域的预测值。

３　空间负荷预测过程

首先将待预测区域划分为子区域，其次用双层

ＸＧＢｏｏｓｔ模型确定特征变量，然后用 ＧＡＮ增强训练
样本，最后采用 ＥＬＭ进行预测，空间负荷预测流程
如图３所示，具体步骤如下。

（１）子区域划分及数据收集。依据馈线的供电
范围将待预测区域划分为不同子区域［１６２０］，结合区

域用电构成和《城市用地分类与规划建设用地标

图３　空间负荷预测流程
Ｆｉｇ．３　Ｆｌｏｗｃｈａｒｔｏｆｓｐａｔｉａｌｌｏａｄｆｏｒｅｃａｓｔｉｎｇ

准》进行负荷影响因素分析。从统计年鉴中搜集各

子区域１０ａ内的用电量以及１０个影响负荷的主要
特征变量数据。１０个主要特征分别为人口密度、居
住房屋面积、工厂面积、人均可支配收入、工业总产

值、一般公共预算收入、年平均气温、年总降水量、

年极端最高气温和年极端最低气温［２１２２］。分布式

光伏和储能可能会对空间负荷需求产生一定影响，

但考虑到光伏和储能使用空间限制、政策因素影响

以及在大城市电网电能供给中占比较低的实际情

况，并未将二者作为影响负荷的主要特征。

（２）特征选择。分别在每个子区域内用
ＸＧＢｏｏｓｔ对１０个特征变量进行评价，按照得分将其
由高到低排序。然后将样本按照３∶２的比例划分训
练集和测试集，取不同的特征进行组合，再通过

ＸＧＢｏｏｓｔ进行预测，结果中 ＭＡＰＥ最小的一组特征
即是每个子区域预测效果最佳的特征组合。

（３）数据增强。通过 ＧＡＮ将各子区域的训练
集分别生成新样本，然后与原训练集样本合并实现

数据增强。ＧＡＮ生成网络和判别网络通过选取合
适的参数使其彼此之间不断优化，充分把握负荷与

特征之间的映射关系，生成可用于空间负荷预测的

数据。
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（４）子区域负荷预测。将增强后的训练集输入
ＥＬＭ模型进行训练，训练完成后再将测试集输入进
行预测。为防止隐含层神经元数量对精度造成影

响，设置不同数量的神经元，初始值为５，依次增加５
个，终值为３０，通过 ＭＡＰＥ选择最佳隐含层下的预
测结果。

（５）负荷计算。将各子区域每年的预测结果相
加［２３］，即可得到待预测区域每年的总负荷预测

值ＰＮ。

４　实例分析

以上海市局部区域为例，将该待测区域划分为

４个子区域，以 Ａ、Ｂ、Ｃ和 Ｄ表示，然后搜集 ２０１０
年—２０１９年的数据，每年数据包含该区域用电量和
１０个特征变量，采用文中方法进行实验分析。
４．１　特征选择分析

特征选择的过程如下。以子区域 Ａ为例，将样
本中用电量作为标签值，计算其对数损失函数的一

阶导数和二阶导数，并与样本中的各个特征一一对

应，损失函数中初始预测概率默认设置为０．５。建立
第一棵树时，每个特征均有与 １０个样本对应的 １０
个取值，因此按１０种方式将取值划分成左子节点集
合和右子节点集合。计算第一个特征每种划分方

式对应的一阶导数之和以及二阶导数之和，进而计

算增益，并选择出最大增益。按照上述方式依次计

算其余特征对应的最大增益。选择１０个特征分别
对应的最大增益中的最大值，树节点按照该最大值

对应特征的集合划分方式进行分裂。对左、右子节

点集合分别进行分裂操作，循环上述过程。树构建

完成后，计算叶子节点的权重值。更新损失函数中

的预测概率，按照上述方式建立其余的树。最后根

据特征分裂的次数（即为权重）和该特征在分裂节

点产生的增益之和求得特征平均增益。

ＸＧＢｏｏｓｔ参数设置如表１所示。表中，ｇ为正则
化项控制叶子节点数量复杂度的系数。

表１　ＸＧＢｏｏｓｔ参数设置
Ｔａｂｌｅ１　ＰａｒａｍｅｔｅｒｓｅｔｔｉｎｇｏｆＸＧＢｏｏｓｔ

参数 第一层数值 第二层数值

ｇ ０ ０

子样本 ０．８ ０．８

最大深度 １０ ４

采样比例 ０．９ ０．９

正则化惩罚系数 １ １

正则化项 ０ ０

最少样本权重 １ １

　　对每个子区域的 １０个特征变量通过 ＸＧＢｏｏｓｔ
评分排序，权重和增益取值越高，特征变量分数越

高。文中根据权重绘制特征得分，排序结果如图 ４
所示，其中一些得分为０的特征未显示。

图４　各子区域特征得分排序
Ｆｉｇ．４　Ｒａｎｋｉｎｇｏｆｆｅａｔｕｒｅｓｃｏｒｅｓｏｆｅａｃｈｓｕｂｒｅｇｉｏｎ

将各子区域１０ａ的数据划分为训练集和测试
集，再通过ＸＧＢｏｏｓｔ回归模型的预测结果筛选出最
合适的特征组合，预测结果的 ＭＡＰＥ越小，则该特
征组合预测精度越高，特征变量个数与 ＭＡＰＥ之间
的关系如图５所示。

由图５可以确定各子区域最终的特征变量，具
体如表２所示。表２中各子区域最佳的特征变量个
数不同，这是由于每个子区域经济发展情况以及人

口、气候等因素对负荷影响的重要程度不同。在空

间负荷预测过程中，如果考虑的特征变量不足或过

４０２



图５　特征变量个数与ＭＡＰＥ间的关系
Ｆｉｇ．５　Ｒｅｌａｔｉｏｎｓｈｉｐｂｅｔｗｅｅｎｔｈｅｎｕｍｂｅｒｏｆ

ｃｈａｒａｃｔｅｒｉｓｔｉｃｖａｒｉａｂｌｅｓａｎｄＭＡＰＥ

多，都会影响空间负荷预测精度，因此需要根据实

际情况选择特征变量。

表２　各子区域选择的特征变量
Ｔａｂｌｅ２　Ｃｈａｒａｃｔｅｒｉｓｔｉｃｖａｒｉａｂｌｅｓ
ｓｅｌｅｃｔｅｄｆｏｒｅａｃｈｓｕｂｒｅｇｉｏｎ

子区域 特征变量

Ａ 人口密度、工厂面积、年极端最高气温、

人均可支配收入、工业总产值、年总降水量

Ｂ 人口密度、工厂面积、工业总产值、

年总降水量、年极端最低气温

Ｃ 人口密度、人均可支配收入

Ｄ 人口密度、工业总产值、

年极端最低气温、人均可支配收入

４．２　ＧＡＮ数据增强分析
为了确定生成训练样本的最佳数量，文中以子

区域Ａ为例进行测试。经特征选择之后，用无数据
生成的原始训练集与加入不同倍数生成样本后的

增强训练集进行对比。以 ＭＡＰＥ和均方误差［２４３１］

（ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＭＳＥ）作为指标评价结果的优
劣，如表３所示。
　　由表３可知，与无数据增强的原始训练集相比，
增强训练集的样本数量可以提高模型的预测精度。

当加入的生成样本增加到１０倍时，ＭＡＰＥ从原始的
６．８７％降到了１．１６％，ＭＳＥ也从２７５．０３（ｋＷ·ｈ）２大
幅降到了４．９４（ｋＷ·ｈ）２。而继续增加生成样本后，

表３　加入不同倍数生成样本的ＥＬＭ预测精度对比
Ｔａｂｌｅ３　ＣｏｍｐａｒｉｓｏｎｏｆＥＬＭｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙ
ｗｉｔｈｄｉｆｆｅｒｅｎｔｍｕｌｔｉｐｌｅｇｅｎｅｒａｔｅｄｓａｍｐｌｅｓｉｚｅｓ

加入生成样本的倍数 ＭＡＰＥ／％ ＭＳＥ／（ｋＷ·ｈ）２

０ ６．８７ ２７５．０３

２ ５．５９ １４４．２６

４ ４．１６ ９２．１０

６ ２．５７ ２９．１６

８ １．５４ ９．５２

１０ １．１６ ４．９４

１２ １．２４ １０．１３

１４ １．７７ １７．０３

１６ １．５５ １１．１５

ＭＡＰＥ和ＭＳＥ的值又小幅度上升。因此，文中选择
１０倍的生成样本在 ４个子区域上分别增强训练集
样本。

４．３　空间负荷预测结果
经过上述处理后，再按照第 ３章的步骤（４）—

步骤（５），即可实现空间负荷预测。将文中预测结
果与未用ＸＧＢｏｏｓｔ特征选择的 ＧＡＮＥＬＭ模型和无
ＧＡＮ增强训练集样本的预测结果进行对比，如表４
所示。表４中，ｅ表示相对误差。

表４　不同方法的负荷预测结果
Ｔａｂｌｅ４　Ｌｏａｄｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓ

年份
实际值／
１０８（ｋＷ·ｈ）

文中方法 无ＸＧＢｏｏｓｔ的ＧＡＮＥＬＭ 无ＧＡＮ增强

预测值／
１０８（ｋＷ·ｈ）

ｅ／％ ＭＡＰＥ／％
预测值／
１０８（ｋＷ·ｈ）

ｅ／％ ＭＡＰＥ／％
预测值／
１０８（ｋＷ·ｈ）

ｅ／％ ＭＡＰＥ／％

２０１９ ７２５．８１ ７２６．０１ ０．０９ ０．３７ ７１８．６８ ０．９８ １．２７ ７２０．６９ ０．７１ １．７２

２０１８ ６８８．１７ ６８４．３５ ０．５６ １．５１ ７００．８０ １．８４ ９．７８ ６９６．４１ １．２０ ５．０９

２０１７ ６５５．２９ ６６４．４７ １．４０ １．２７ ６８２．５０ ４．１５ ４．３０ ６４３．６９ １．７７ ３．３７

２０１６ ６３９．０９ ６４２．３６ ０．５１ １．６９ ６６８．４５ ４．５９ ３．８４ ６３３．９７ ０．８０ １．２０

　　由表４可以看出，文中方法预测值的相对误差
分别为０．０９％、０．５６％、１．４０％、０．５１％，文中方法预测
精度最高且其 ＭＡＰＥ最小，分别为 ０．３７％、１．５１％、
１．２７％、１．６９％。由此可以看出，用ＸＧＢｏｏｓｔ进行特征
选择对模型的预测精度有着重要影响，同时用 ＧＡＮ
增强训练样本也能提升网络的学习效果，提高模型

的预测精度。

文中方法是在双层ＸＧＢｏｏｓｔ预测模型特征选择
的基础上实施预测的，为了验证文中方法具有更好

的预测精度，与双层 ＸＧＢｏｏｓｔ预测模型、文献［５］中
的灰色关联分析最小二乘支持向量机（ｇｒｅｙｒｅｌａ
ｔｉｏｎａｌａｎａｌｙｓｉｓｌｅａｓｔｓｑｕａｒｅｓｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，
ＧＲＡＬＳＳＶＭ）方法进行对比，２种方法的预测结果
如表５所示。
　　由表４中的文中方法和表５中的２种方法对比

５０２ 黄冬梅 等：基于双层ＸＧＢｏｏｓｔ和数据增强的空间负荷预测方法



表５　２种方法的预测结果
Ｔａｂｌｅ５　Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆｔｗｏｍｅｔｈｏｄｓ

年份

双层ＸＧＢｏｏｓｔ ＧＲＡＬＳＳＶＭ

预测值／
１０８（ｋＷ·ｈ）

ｅ／％ ＭＡＰＥ／％
预测值／
１０８（ｋＷ·ｈ）

ｅ／％ ＭＡＰＥ／％

２０１９ ７１６．０５ １．３５ １．１９ ７０７．６６ ２．５０ ２０．２０

２０１８ ６８３．９７ ０．６１ １．６４ ７１０．８１ ３．２９ １５．７３

２０１７ ６４０．９６ ２．１８ １．４５ ６８９．４９ ５．２２ １６．３７

２０１６ ６４９．４１ １．６２ １．７１ ６６９．２２ ４．７１ １６．４０

可以看出，文中方法每年的相对误差和 ＭＡＰＥ均低
于其他２种方法，整体预测精度最高，其次是双层
ＸＧＢｏｏｓｔ模型，最后是ＧＲＡＬＳＳＶＭ方法。文中所提
方法相比于其他方法具有更高的预测精度，在特征

选择和数据不足的场景中更具实用性。

５　结语

空间负荷预测受到众多特征变量的影响，同时

面临着数据匮乏的问题，文中提出了一种基于双层

ＸＧＢｏｏｓｔ和数据增强的空间负荷预测方法。其中双
层ＸＧＢｏｏｓｔ模型可以在小样本情况下进行特征筛
选，能根据各子区域中的实际情况选择特征变量，

具有更强的泛化能力。同时 ＧＡＮ可以充分学习负
荷与特征之间的映射关系，生成符合历史数据的新

样本，有效地增强各子区域的训练样本。实验结果

表明，文中方法可以同时解决最佳特征选择和样本

量不足的问题，具有更高的预测精度，可以应用于

数据匮乏或新建成区域的配电网精益化管理中。
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期电力负荷预测［Ｊ］．电气时代，２０２２（１）：１０３１０７．
ＺＨＡＮＧＲｕｉ，ＴＡＮＪｉａｎｇｈａｏ，ＹＡＮＧＲｕｉ，ｅｔａｌ．Ｓｈｏｒｔｔｅｒｍｐｏ
ｗｅｒｌｏａｄｆｏｒｅｃａｓｔｉｎｇｂａｓｅｄｏｎｐｈａｓｅｓｐａｃｅｒｅｃｏｎｓｔｒｕｃｔｉｏｎａｎｄ
ＥＭＤＥＬＭ［Ｊ］．ＥｌｅｃｔｒｉｃＡｇｅ，２０２２（１）：１０３１０７．

［１５］邓燕国，王冰，曹智杰，等．基于熵权法与ＧＲＡＥＬＭ的配电
网空间负荷预测［Ｊ］．电力工程技术，２０２１，４０（４）：１３６１４１．
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ＸＩＡＯＢａｉ，ＺＨＡＯＸｉａｏｎｉｎｇ，ＪＩＡＮＧＺｈｕｏ，ｅｔａｌ．Ｓｐａｔｉａｌｌｏａｄ
ｆｏｒｅｃａｓｔｉｎｇｍｅｔｈｏｄｕｓｉｎｇｆｕｚｚｙｉｎｆｏｒｍａｔｉｏｎｇｒａｎｕｌａｔｉｏｎａｎｄｓｕｐ
ｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ［Ｊ］．ＰｏｗｅｒＳｙｓｔｅｍＴｅｃｈｎｏｌｏｇｙ，２０２１，４５
（１）：２５１２６０．

［１９］肖白，杨欣桐，田莉，等．计及元胞发展程度的空间负荷预
测方法［Ｊ］．电力系统自动化，２０１８，４２（１）：６１６７．
ＸＩＡＯＢａｉ，ＹＡＮＧＸｉｎｔｏｎｇ，ＴＩＡＮＬｉ，ｅｔａｌ．Ｓｐａｔｉａｌｌｏａｄｆｏｒｅ
ｃａｓｔｉｎｇｍｅｔｈｏｄｂａｓｅｄｏｎｄｅｖｅｌｏｐｍｅｎｔｄｅｇｒｅｅｏｆｃｅｌｌ［Ｊ］．Ａｕｔｏ
ｍａｔｉｏｎｏｆＥｌｅｃｔｒｉｃＰｏｗｅｒＳｙｓｔｅｍｓ，２０１８，４２（１）：６１６７．

［２０］ＥＶＡＮＧＥＬＯＰＯＵＬＯＳＶ，ＫＡＲＡＦＯＴＩＳＰ，ＧＥＯＲＧＩＬＡＫＩＳＰ．
Ｐｒｏｂａｂｉｌｉｓｔｉｃｓｐａｔｉａｌｌｏａｄｆｏｒｅｃａｓｔｉｎｇｂａｓｅｄｏｎｈｉｅｒａｒｃｈｉｃａｌ
ｔｒｅｎｄｉｎｇｍｅｔｈｏｄ［Ｊ］．Ｅｎｅｒｇｉｅｓ，２０２０，１３（１８）：４６４３．

［２１］ＤＢＡ，ＭＶＣＡ，ＳＰＢ，ｅｔａｌ．Ｆｏｒｅｃａｓｔｉｎｇｐｅａｋｅｌｅｃｔｒｉｃｉｔｙｄｅ
ｍａｎｄｆｏｒＬｏｓＡｎｇｅｌｅｓｃｏｎｓｉｄｅｒｉｎｇｈｉｇｈｅｒａｉｒｔｅｍｐｅｒａｔｕｒｅｓｄｕｅ
ｔｏｃｌｉｍａｔｅｃｈａｎｇｅ［Ｊ］．ＡｐｐｌｉｅｄＥｎｅｒｇｙ，２０１９，２３６：１９．

［２２］杨军胜，彭石，王承民，等．基于城市用地性质的配网空间
负荷预测研究［Ｊ］．电测与仪表，２０１８，５５（１１）：３０３４．
ＹＡＮＧＪｕｎｓｈｅｎｇ，ＰＥＮＧＳｈｉ，ＷＡＮＧＣｈｅｎｇｍｉｎ，ｅｔａｌ．Ｒｅｓｅａｒｃｈ
ｏｆｓｐａｔｉａｌｌｏａｄｆｏｒｅｃａｓｔｉｎｇｉｎｄｉｓｔｒｉｂｕｔｉｏｎｎｅｔｗｏｒｋｂａｓｅｄｏｎｇｒｉｄ
ｐａｒｔｉｔｉｏｎｏｆｕｒｂａｎｌａｎｄｕｓｅｐｒｏｐｅｒｔｙ［Ｊ］．ＥｌｅｃｔｒｉｃａｌＭｅａｓｕｒｅ
ｍｅｎｔ＆Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ，２０１８，５５（１１）：３０３４．

［２３］吴争荣，孔祥玉，董旭柱，等．基于配用电信息分区分类的
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