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基于长短期记忆网络算法的电费回收风险预警
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摘　 要：电力大客户电费回收风险一直都是电力公司关注的热点，但由于缺乏外部数据支撑和高效预警模型，使电
费回收风险预警成为了一个难题。文中首先综合电力客户的电量、电费数据，以及电力客户在工商、税务、法院等
部门的风险信息，建立电力大客户的电费回收风险指标体系。其次，基于熵值法得到的风险指标权重系数，过滤弱
影响指标，采用相关性分析剔除重叠作用指标，得到客户电费回收风险预警指标。最后，基于深度学习中的长短期
记忆（ｌｏｎｇ ｓｈｏｒｔｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）网络算法进行了客户电费回收风险预警。算例结果表明，提出的风险预警模
型精确有效，且ＬＳＴＭ在准确率、查准率和查全率３个指标上较Ｌｏｇｉｓｔｉｃ回归更加精准，能够精准定位风险客户，提
高电费回收效率。
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０　 引言
一直以来，电费回收率［１］都是电力公司的重要

考核指标，直接关系到电力公司的运营效率和水
平。电力大客户合同容量大、用电量大，其是否及
时缴费，很大程度上影响着电费回收率。因此，近
年来，电力公司一直将电费回收风险［２］作为其运营
风险的核心指标之一，也围绕这一主题开展了大量
的研究工作，取得了一定的成效。

文献［３—４］采用层次分析法、熵值法建立了电
力大客户信用评价体系，用于防范电费回收风险，
而本文综合考虑了电力客户电量、电费、工商、司法
等数据，建立大客户电费回收风险预警体系。文献
［５—６］采用逻辑回归、随机森林等传统数据挖掘算
法实现了客户电费回收风险预警，而本文采用长短
期记忆（ｌｏｎｇ ｓｈｏｒｔｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）网络算法提
取客户风险特征，实现电费回收风险预警。文献
［７—８］借助大数据技术、“客户画像”等新技术开展
了电费回收风险研究。

电费回收风险受客户生产运营情况、财务经济
状况、宏观经济政策等众多因素的影响，相关因素
的筛选和量化较为困难。而深度学习［９－１１］算法能够
自动选取关键因素，目前在电力负荷预测、变压器
故障诊断等方面得到了应用［１１－１６］。因此本文研究
了循环神经网络（ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＲＮＮ）算

法的基本原理，考虑到电费回收风险预警随时间推
移存在一定规律，本文进一步研究了ＲＮＮ算法的特
殊类型———ＬＳＴＭ网络算法，用于开展电费回收风
险预警工作，取得了较传统算法更精确的预警结果。
１　 电费回收风险的指标体系
１．１　 指标体系建立

电力大客户电费回收风险受其所在行业背景、
自身实力、经营能力等多重因素影响，因此，本文基
于电力内部的电量、电费、违约用电等数据，结合外
部的工商、税务、法院信息，建立了电力大客户的电
费回收风险指标体系，如表１所示。
１．２　 指标筛选

在进行客户风险预警模型构建之前，需要对客
户风险指标进行筛选，过滤掉弱影响指标，并利用
相关性分析剔除作用重复的指标。

首先采用熵值法［１７］计算表１中的各指标权重，
结果如表２所示。过滤弱影响指标，剔除表２中权
重系数绝对值＜１．５％的８个指标，得到２７个权重系
数较高的指标。对剩余的２７个指标进行相关性分
析，得到相关性系数较高的指标见表３。剔除实收
资本、前年用电量增长情况和最近一年电费回收准
时度３个指标，得到最终的２４个与客户欠费风险密
切相关的指标。
２　 深度学习算法的基本原理
２．１　 ＲＮＮ的基本原理

在传统神经网络模型中，输入层、隐含层和输

８９



表１　 电费回收风险指标
Ｔａｂ．１　 Ｔａｒｉｆｆ ｒｅｃｏｖｅｒｙ ｒｉｓｋ ｉｎｄｉｃｅｓ

一级维度二级维度 三级维度 数据来源

行业背景

行业发展 行业产能增长率 用电数据
行业产能利用率 用电数据

行业地位
企业产能利用率
在行业中的水平 用电数据

企业用电量在
行业中的水平 用电数据

企业实力

企业类型 工商登记信息
企业股东 股东组成 工商登记信息
背景 核心股东类型 工商登记信息

核心股东出资比例 工商登记信息
资本实力 注册资本 工商登记信息

实缴资本 工商登记信息
商标专利 著名／驰名商标总数 知识产权数据

专利总数 知识产权数据

经营能力

员工及 员工总人数 工商登记信息
分支机构 分支机构数 工商登记信息

最近一年资产回报率 纳税信息
盈利能力 净利润率 纳税信息

企业产能利用率 用电数据
生产每月应收电费金额波动性用电数据
稳定性 每月用电量波动性 用电数据
经营时长 成立时长 工商登记信息

企业信用

企业涉诉被执行记录 法院信息
异常信息 企业经营异常 工商登记信息

行政处罚 工商登记信息
缴费频率稳定性 用电数据

缴费行为 客户余额使用时长 用电数据
客户欠费记录 用电数据

违规行为 客户窃电行为 用电数据
客户违法用电行为 用电数据

生产状态

去年用电量增长情况 用电数据

电量数据
前年用电量增长情况 用电数据
年度客户用电量
同比增长率 用电数据

近一年累计拖欠电费数量用电数据
近半年月均电费 用电数据

电费数据 近一年月电费谷值 用电数据
近一年电费回收准时度 用电数据

出层之间全连接，而每层的节点相互无连接；序列
当前的输出与前一时刻输出相关时，这种连接方式
无法体现和处理这种关系。而ＲＮＮ的隐含层之间
也有连接，隐含层的输入不仅包括输入层提供的输
出，还包括上一时刻隐含层的输出。通过这种方
式，ＲＮＮ可对前面时刻的信息进行记忆，并应用于
当前时刻的计算。ＲＮＮ的简单结构如图１所示。

ｘ＝［ｘ１，…，ｘｔ－１，ｘｔ，ｘｔ＋１，…，ｘＴ］为网络的输入，

表２　 各电费回收风险指标权重系数
Ｔａｂ．２　 Ｗｅｉｇｈｔ ｏｆ ｅａｃｈ ｔａｒｉｆｆ ｒｅｃｏｖｅｒｙ ｒｉｓｋ ｉｎｄｅｘ

指标名称 权重／ ％ 指标名称 权重／ ％
行业产能增长率 ３．８７２ ９ 每月用电量波动性 ３．８８６ ８

行业产能利用率 ３．９９６ ３ 成立时长 １．７８６ ３

企业产能利用率
在行业中水平 ２．８１５ ９ 企业涉诉

被执行记录 ３．９７６ ２

企业用电量在
行业中水平 ０．０２２ １ 企业经营异常 ３．９３３ ６

企业类型 ４．０９９ ７ 行政处罚 ３．８２４ ７

股东组成 ３．９９５ ０ 缴费频率稳定性 ４．２７０ ４

核心股东类型 ０．３６１ ２ 客户余额使用时长 ０．０８９ ９

核心股东企业规模 ０．２６５ １ 客户欠费记录 ６．５５８ ８

注册资本 １．８９４ ８ 客户窃电行为 ２．１６７ ５

实缴资本 ２．０７７ ７ 客户违法用电行为 ０．８０６ ７

著名／驰名商标总数 ０．６２１ ９ 去年用电量增长情况３．３０３ １

专利总数 １．８４０ ３ 前年用电量增长情况３．１４６ ７

员工总人数 ２．２２６ ４ 年度客户用电
量同比增长率 ３．１４８ ８

分支机构数 ０．１８０ ４ 近一年累计
拖欠电费数量 ５．４１３ ６

最近一年资产回报率３．９９５ ９ 近半年月均电费 １．９９１ ０

净利润率 １．３０３ ９ 近一年月电费谷值 ３．９９１ ８

企业产能利用率 ３．８８７ ８ 近一年电费
回收准时度 ６．３０６ ２

每月应收电费
金额波动性 ３．９４１ ０

表３　 相关性系数较高的指标
Ｔａｂ．３　 Ｉｎｄｉｃｅｓ ｗｉｔｈ ｈｉｇｈ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ

序号 指标１ 指标２ 相关系数
１ 注册资金 实收资本 ０．９４６ ２

２ 年度用户用电量
同比增长率 前年用电量增长情况 ０．９９９ ６

３ 近一年累计
拖欠电费数量

近一年电费
回收准时度 ０．９４１ ９

图１　 ＲＮＮ的基本结构
Ｆｉｇ．１　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＮＮ

Ｔ为ＲＮＮ网络建模的总时刻数，ｔ时刻的输入即为
ｘｔ；ｈｔ为代表ｔ时刻的隐含层状态，ｏｔ 为ｔ时刻的输
出；Ｕ，Ｖ，Ｗ为输入层到隐含层、隐含层到隐含层、
隐含层到输出层的权重系数矩阵。

ＲＮＮ的Ｆｏｒｗａｒｄ过程，在ｔ时刻，网络的输出可
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以用下式表达：
ｏｔ ＝ｇ（Ｖｈｔ） （１）

式中：函数ｇ一般为ｓｏｆｔｍａｘ函数；ｈｔ 为隐含层的状
态，其计算公式为：

ｈｔ ＝ ｆ（Ｕｘｔ＋Ｗｈｔ－１） （２）
其中，ｆ一般为ｔａｎｈ、ｒｅｌｕ、ｌｏｇｉｓｔｉｃ等函数。

在ＲＮＮ的Ｂａｃｋｗａｒｄ过程中，假设输出误差为
Ｅ ＝∑

ｔ
ｅｔ ，则ｔ时刻网络的输出误差可以通过如下

的偏微分方程求得：
'

Ｕ＝ 
Ｅ
Ｕ
＝∑
ｔ

ｅｔ
Ｕ

（３）

'

Ｖ＝ 
Ｅ
Ｖ
＝∑
ｔ

ｅｔ
Ｖ

（４）

'

Ｗ＝ 
Ｅ
Ｗ
＝∑
ｔ

ｅｔ
Ｗ

（５）
３．２　 ＬＳＴＭ的基本结构

ＲＮＮ很好地利用了历史信息来帮助网络进行
当前决策，但当回归／分类信息所需的历史信息间
隔较远时，ＲＮＮ就会丧失学习能力，这种问题称为
长期依赖问题。对长期依赖问题而言，ＲＮＮ的
Ｂａｃｋｗａｒｄ过程中梯度会呈指数倍衰减，这种衰减导
致ＲＮＮ无法处理长期依赖问题。为了克服ＲＮＮ的
这种缺陷，国内外专家学者们研究和改进了众多方
法，其中ＬＳＴＭ表现最为出色。当误差从输出层反
向传播回来时，ＬＳＴＭ可以用记忆元存储下来，以记
住较长时间内的信息。

所有的ＲＮＮ都具有重复神经网络模块的链式
形式，在标准的ＲＮＮ中，这个重复模块结构简单，一
般只有一个ｔａｎｈ层；ＬＳＴＭ同样具有这样的重复结
构，但其神经网络层有４个，相互直接通过特殊方式
进行交互，标准ＲＮＮ模块和ＬＳＴＭ模块的链式结构
如图２所示。

ＬＳＴＭ一个重要的概念是细胞状态，它可以通
过精心设计的“门”结构来更新细胞状态。ＬＳＴＭ神
经网络模块的４层结构中：

第一层为遗忘门层，它决定从细胞状态中丢弃
什么信息。第二层为输入门层，一般为ｓｉｇｍｏｉｄ函
数，决定需要更新的信息。第三层为ｔａｎｈ层，通过
创建一个新的侯选值向量更新细胞状态。第二层
和第三层共同作用，更新神经网络模块的细胞状
态。第四层为其他相关信息更新层，用于更新由其
他因素导致的细胞状态变化。

通过４层结构模型，ＬＳＴＭ很好地解决了标准
ＲＮＮ对长期依赖问题处理效果欠佳的问题，目前在
语言模型、序列标记中取得一定的成功。

图２　 ＬＳＴＭ网络模块的链式结构
Ｆｉｇ．２　 Ｔｈｅ ｃｈａｉｎ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ ｎｅｔｗｏｒｋ ｍｏｄｕｌｅ

３．３　 ＬＳＴＭ的工作原理
ＬＳＴＭ神经网络模块的四层结构，使得其工作

原理比标准ＲＮＮ网络更加复杂，本文以图４的
ＬＳＴＭ模块为参照，详细介绍了ＬＳＴＭ的工作原理。
假设ＬＳＴＭ神经网络模块的各信号定义如图３
所示。

图３　 ＬＳＴＭ神经网络模块的各信号定义
Ｆｉｇ．３　 Ｄｅｆｉｎｉｔｉｏｎ ｏｆ ｓｉｇｎａｌｓ ｉｎ ＬＳＴＭ

ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｕｌｅ

ＬＳＴＭ神经网络模块中的信号传播规则如
下式：

ｆｔ ＝σ（Ｗｆｘｘｔ＋Ｗｆｈｈｔ－１）＋ｂｆ
ｉｔ ＝σ（Ｗｉｘｘｔ＋Ｗｉｈｈｔ－１）＋ｂｉ
ｇｔ ＝φ（Ｗｇｘｘｔ＋Ｗｇｈｈｔ－１）＋ｂｇ
ｏｔ ＝σ（Ｗｏｘｘｔ＋Ｗｏｈｈｔ－１）＋ｂｏ
ｓｔ ＝ｇｔ·ｉｔ＋ｓｔ－１·ｆｔ
ｈｔ ＝ ｏｔ·φ（ｓｔ）















（６）

其中：φ（ｘ）＝ ｔａｎｈ（ｘ），σ（ｘ）＝ １ ／（１ ＋ ｅ－ｘ），带
下标的各Ｗ参数代表两个信号之间的权重系数，带
下标的各ｂ参数代表各信号的偏置值。

令ｘｃｔ ＝［ｘｔ，ｈｔ－１］，则式（６）可以改写为：

００１



ｆｔ ＝σ（Ｗｆ ｘｃｔ）＋ｂｆ
ｉｔ ＝σ（Ｗｉ ｘｃｔ）＋ｂｉ
ｇｔ ＝φ（Ｗｇｘｃｔ）＋ｂｇ
ｏｔ ＝σ（Ｗｏｘｃｔ）＋ｂｏ
ｓｔ ＝ｇｔ·ｉｔ＋ｓｔ－１·ｆｔ
ｈｔ ＝ ｏｔ·φ（ｓｔ）















（７）

式中：ｆｔ为遗忘门，决定从细胞状态的上一个状态中
丢弃的信息；ｉｔ和ｇｔ 构成输入门，决定新的细胞状
态中保存的信息；ｏｔ为输出层，决定要输出的信息。
３．４　 ＬＳＴＭ的参数设置

ＬＳＴＭ虽然学习能力强大，但也要基于模型要
求和人工经验，设置一些超参数，使算法的寻优速
度更快、分类准确度更高。

（１）Ｈｉｄｄｅｎ＿Ｓｉｚｅ。隐藏层神经元个数，其个数
越多，ＬＳＴＭ网络越强大，但计算参数和计算量会因
此急剧增加；而且，要注意隐藏层神经元个数不能
超过训练样本条数，否则容易出现过拟合。

（２）Ｋｅｅｐ＿Ｐｒｏｂ。神经元连接不被切断的概率，
在神经元输入端有数据输入时以Ｋｅｅｐ＿Ｐｒｏｂ的概率
正常工作，以１－Ｋｅｅｐ＿Ｐｒｏｂ的概率输出为０，这种局
部连接方式可以降低数据过拟合的概率。

（３）Ｎｕｍ＿Ｌａｙｅｒｓ。ＬＳＴＭ网络的层数，层数越
多，网络越大，学习能力越强大，同时计算量也会大
幅增加，对于电费回收风险这类输入数据类型相对
简单的问题，设置为２层一般能够满足需求。

（４）Ｌｅａｒｎｉｎｇ＿Ｒａｔｅ＿Ｂａｓｅ。学习率初值，会影响
各神经元连接的权值更新速度，学习率大，权值更
新就快，到训练后期损失函数可能在最优值附近振
荡，学习率小，权值更新就慢，过小的权值可能导致
优化损失函数下降速度过慢。因此目前常用的方
法是在训练初期设置较高的学习率，以确保损失函
数以较快的速度向最优值靠拢，随着训练次数的增
加，不断降低学习率，使损失函数在局部范围内不
断逼近最优值。

（５）Ｌｅａｒｎｉｎｇ＿Ｒａｔｅ＿Ｄｅｃａｙ。学习率衰减速度，
与学习率初值搭配，使ＬＳＴＭ网络的学习能力更加
强大、智能，具体操作方法见（４）。

（６）Ｒｅｇｕｌａｒｉｚａｔｉｏｎ＿Ｒａｔｅ。正则化率，为了防止
ＬＳＴＭ网络过拟合，一般的做法是在损失函数后加
一项正则化惩罚项，而正则化率正是该惩罚项的系
数，其值越大，对ＬＳＴＭ网络过拟合的惩罚越大。

（７）Ｔｒａｉｎ＿Ｔｉｍｅｓ。训练次数，随着训练次数的
不断增加，ＬＳＴＭ网络的准确性越高，但当训练次数
达到一定值后，ＬＳＴＭ网络的准确性将不再提高或
提升很小，而计算量却不断增加。因此在具体操作

时，应结合研究问题的需要，选择合适的训练次数。
３　 算例分析

为了验证本文所选指标的合理性和算法的先
进性，以某区域电网３０３９户电力大客户为例，进行
电费回收风险预警算例分析。选取其中２８３９户为
训练集（其中２８０９户非欠费客户，３０户欠费客户），
２００户为测试集（其中１９１户非欠费客户，９户欠费
客户）。ＬＳＴＭ参数设置见表４。

表４　 ＬＳＴＭ参数设置
Ｔａｂ．４　 ＬＳＴＭ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

参数 说明 取值
Ｈｉｄｄｅｎ＿Ｓｉｚｅ 隐藏层神经元个数 ５００

Ｋｅｅｐ＿Ｐｒｏｂ 神经元连接不被切断的概率 ０．３

Ｎｕｍ＿Ｌａｙｅｒｓ ＬＳＴＭ的网络层数 ２

Ｌｅａｒｎｉｎｇ＿Ｒａｔｅ＿Ｂａｓｅ 学习率初值 ０．８

Ｌｅａｒｎｉｎｇ＿Ｒａｔｅ＿Ｄｅｃａｙ 学习率衰减速度 ０．９９

Ｒｅｇｕｌａｒｉｚａｔｉｏｎ＿Ｒａｔｅ 正则化率 ０．００１

Ｔｒａｉｎ＿Ｔｉｍｅｓ 训练次数 １０００

　 　 采用训练集对ＬＳＴＭ网络算法进行训练，并将
训练好的模型用于对２００户测试样本进行电费回收
风险预警，并与Ｌｏｇｉｓｔｉｃ回归、Ｃ４．５决策树、支持向
量机（ＳＶＭ）的预警结果比较，如表５所示（１表示客
户发生欠费，０表示客户未发生欠费）。
　 　 为了更好地对比算法的性能，本文在准确率指
标的基础上，引入了预警命中率和覆盖率指标，其
计算规则如下：

Ｈｒ ＝ Ｎｒｉｇｈｔ ／ Ｎｗａｒｎ
Ｃｒ ＝ Ｎｒｉｇｈｔ ／ Ｎｒｅａｌ{ （８）

式中：Ｎｗａｒｎ 为算法计算得到的风险预警客户数；
Ｎｒｅａｌ为实际发生电费回收风险的客户数；Ｎｒｉｇｈｔ为算
法命中的实际预警客户数；Ｈｒ 为算法的命中率，即
算法预警的客户数中实际发生欠费客户数的比例；
Ｃｒ为算法的覆盖率，即实际发生欠费的客户数中被
算法预警结果覆盖的比例。

各算法准确率、命中率和覆盖率如表６所示。
（１）准确率而言，各算法都达到了９５％以上，

其中Ｃ４．５决策树准确率最高。
（２）命中率而言，Ｃ４．５决策树命中率最高，其

计算得到的风险预警客户８户，其中５户实际发生
了欠费；而ＬＳＴＭ计算得到的风险预警客户１８户，
其中９户实际发生了欠费，查准率５０．００％。

（３）覆盖率而言，实际发生欠费客户９户，
ＬＳＴＭ覆盖了全部欠费客户，覆盖率１００％；Ｌｏｇｉｓｔｉｃ
回归覆盖了其中的８户，覆盖率８８．８９％；在准确率、
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表５　 风险预警结果比较
Ｔａｂ．５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｒｌｙ ｗａｒｎｉｎｇ

ｒｅｓｕｌｔｓ ｏｆ ｔａｒｉｆｆ ｒｅｃｏｖｅｒｙ ｒｉｓｋ

企业序号真实值Ｌｏｇｉｓｔｉｃ Ｃ４．５ ＳＶＭ ＬＳＴＭ

７ ０ １ ０ １ ０

１４ ０ １ ０ ０ １

３１ ０ １ １ ０ １

６６ ０ １ ０ ０ １

８１ ０ ０ ０ １ ０

８８ ０ １ ０ ０ １

９０ ０ １ ０ ０ １

１０６ ０ ０ ０ ０ １

１０７ ０ ０ ０ １ ０

１１６ ０ １ １ ０ １

１３４ ０ １ １ ０ １

１６３ ０ １ ０ ０ １

１９２ １ １ ０ ０ １

１９３ １ １ １ ０ １

１９４ １ １ ０ ０ １

１９５ １ １ １ １ １

１９６ １ １ ０ ０ １

１９７ １ ０ ０ ０ １

１９８ １ １ １ ０ １

１９９ １ １ １ ０ １

２００ １ １ １ １ １

命中率方面表现最好的Ｃ４．５决策树算法，仅覆盖到
５户，覆盖率５５．５６％。

表６　 风险预警算法效果对比
Ｔａｂ．６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｅｆｆｅｃｔ ｏｆ
ｒｉｓｋ ｅａｒｌｙ ｗａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ ％

对比参数 Ｌｏｇｉｓｔｉｃ Ｃ４．５ ＳＶＭ ＬＳＴＭ

准确率 ９５．００ ９６．５０ ９５．００ ９５．５０

命中率 ４７．０６ ６２．５０ ４０．００ ５０．００

覆盖率 ８８．８９ ５５．５６ ２２．２２ １００．００

　 　 从电费回收工作的实际需求看，首要的要求是
能够识别所有的欠费客户，也即覆盖率，以便于杜
绝电费回收风险转化为实际欠费；其次，命中率的
提高，能够将电费催收对象锁定到了更小的客户范
围，减少电费催收的工作量。从这两个要求看，
ＬＳＴＭ命中了所有实际欠费客户，而且将催费对象
锁定到１８户，也即在降低工作量的同时，规避了所
有的电费回收风险。
４　 结语

电费催收工作一直以来都是电力公司的一项
重要工作，消耗了大量的人力物力，但由于电费回
收风险的潜伏性、突发性，导致电费催收工作中仍

然存在漏网之鱼。因此，本文结合业务人员的关注
重点，建立了电费回收风险指标体系，采用熵值法
和相关性分析筛选了电费回收风险的关键指标，并
采用ＬＳＴＭ进行电费回收风险预警，取得了显著的
成效，预警准确率、查准率和查全率全面高于传统
方法。研究成果可以精准定位高风险客户群体，提
高电费催收的针对性。
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