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基于长短期记忆网络的售电量预测模型研究
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摘　 要：售电量预测对优化供电结构以及了解经济走势具有重要意义，然而，传统售电量预测方法难以从售电量及

其影响因素的数据中自动抽取到较好的数据特征。 为此，文中提出一种基于长短期记忆网络的售电量预测模型，
该模型通过分析售电量数据及其影响因素的相关性，提出一种行业聚类方法，该方法根据不同行业的数据特征对

相似的行业进行聚类，并根据聚类结果训练长短期记忆网络模型。 文中模型能够学习售电量数据以及相关影响因

素的数据特征和内在关联关系。 实验结果表明，文中所提出的预测模型比经典的预测模型具有更高的准确度。
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０　 引言

随着国家经济的高速发展，电力事业也处在大

力发展的阶段，准确地对售电量进行预测具有重要

意义，一方面供电企业可以据此调整未来供电量，
优化供电结构，提高电力系统运行的安全性；另一

方面，售电量作为经济发展的晴雨表，能帮助政府

和供电公司了解本地区的经济发展情况，进而为管

理者对售电定价、用电策略等决策［１］ 提供数据支

撑，并有助于统筹所有行业的发展规划。
根据售电量历史数据对未来售电量进行预测，

在本质上可以归纳为时间序列预测问题。 时间序

列是指将某种统计指标在不同时刻所表示的数值

按照其发生的先后顺序排列而成的序列，而时间序

列数据则是时间序列所反应的实际数据。 影响售

电量的因素是多样的，不仅仅在时间轴上与售电量

自身因素有关，还与季节、气温、气候、经济发展、周
末情况、节假日情况等因素有关，因此该预测问题

是多条件的时间序列预测问题。
基于历史时间序列数据对未来数据进行预测

的问题已经得到了国内外广泛的研究。 较早的方

法是英国统计学家 ＹＵＬＥ Ｕ 提出的自回归模型

（ＡＲ），在该模型基础上，ＷＡＬＫＥＲ Ｇ Ｔ 提出了滑动

平均模型（ＭＡ）以及自回归滑动模型（ＡＲＭＡ）。 由

于 ＡＲＭＡ 模型无法很好地在非平稳数据上进行拟

合，ＢＯＸ 和 ＪＥＮＫＩＮＳ 提出了自回归积分滑动模型

（ＡＲＩＭＡ） ［２］。 文献［３—５］给出了基于 ＡＲＩＭＡ 模型

的售电量预测方法，通过将售电量序列看成一个随

机序列，运用一个数学模型来描述，并基于该模型

预测未来的售电量数据。

除了经典的自回归模型，ＴＨＩＳＳＥＮ Ｕ 和 ＧＵＩ Ｂ
提出了支持向量机的时间序列数据预测方法［６－７］，
程海涛等［８］提出一种支持向量机结合 Ｘ１１ 季节调

整方法用于短期电力负荷预测。 宋晓华等［９］ 提出

一种基于改进 ＧＭ（１，１）和支持向量机的优化组合

预测模型，该模型在对比较复杂的序列数据进行预

测时，在性能上要高于 ＡＲＩＭＡ 模型。 张魁等［１０］ 利

用大数据技术通过比对 ＧＤＰ 和电量负荷的增长趋

势，并且引用政策因素对电量负荷进行预测。 此

外，由于售电量数据产生通常都是非线性的，受多

种因素影响，线性模型通常无法得到较高的预测精

度，而基于人工神经网络（ＡＮＮｓ）的售电量预测方

法［１１－１３］能够执行非线性模型，进一步提高了预测的

准确性。
深度学习是近几年提出的一种非常有效的自

动提取数据特征的有效方法［１４］，例如循环神经网络

（ＲＮＮｓ）模型［１５］ 是一种适合于处理序列数据的模

型，它基于循环的网络结构能够利用序列数据本身

的序列信息，发现序列的内在规律和特征，如将

ＲＮＮｓ 模型应用于股票预测［１６］、轨迹位置预测［１７］、
语音识别［１８］、自然语言处理［１９－２０］等领域。

长 短 期 记 忆 网 络 （ ｌｏｎｇ⁃ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙ，
ＬＳＴＭ）是一种改进的 ＲＮＮｓ 模型，它通过修改 ＲＮＮｓ
结构中的隐藏层神经元，解决了 ＲＮＮｓ 无法有效地

利用长间隔序列的问题。 为了提高售电量数据的

预测准确性，本文提出一种基于长短期记忆网络的

售电量预测模型，该模型通过自动学习售电量历史

数据以及影响因素数据特征，能够得到更好地预测

准确度。

１　 深度学习基本模型

循环神经网络 （ＲＮＮｓ）在 ２０ 世纪 ８０ 年代被提
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出，与传统人工神经网络相比，其循环的网络结构

使其可以充分利用序列数据本身的序列信息。
传统的人工神经网络中各个神经元的输入与

输出都是相互独立的，不直接作用于彼此，且保持

层间全连接，层内无连接。 而在 ＲＮＮｓ 中，神经元在

当前时刻的输出可以在下一时刻作用于其自身，这
就使得循环神经网络可以利用历史输入信息，而不

仅仅只是根据当前时刻的输入数据来更新权重，如
图 １ 所示，横向上 ＲＮＮｓ 按时间步长展开，其各时间

步共享权重。

图 １　 ＲＮＮｓ网络结构

Ｆｉｇ．１　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＮＮｓ ｎｅｔｗｏｒｋ

假设输入时间序列 Ｘ ＝ （ ｘ１， ｘ２，…， ｘｔ－１， ｘｔ，
ｘｔ＋１），其中 ｔ 表示 ｔ 时刻的序列值，则 ｔ 时刻隐藏层

状态 Ｓｈ
ｔ ，可以表示为：

Ｓｈ
ｔ ＝ φ（∑

ｎ

ｉ ＝ １
Ｗ１Ｘ ｔ

ｉ ＋ ∑
ｎ

ｉ ＝ １
Ｗ２Ｓｈ′

ｔ－１） （１）

ｔ 时刻输出层输出 Ｙｋ
ｔ 可表示为；

Ｙ ｋ
ｔ ＝ ∑

Ｈ

ｈ ＝ １
Ｗ３ Ｓｈ

ｔ （２）

式中： ｉ 表示输入特征向量的维度； ｋ 表示输出特征

向量维度； ｈ 表示隐层； ｈ′ 表示前一时间步的隐层；
Ｈ 表示总隐层单元数；φ 表示激活函数； Ｗ１表示输

入层到隐藏层的权重；Ｗ２表示自循环层权重；Ｗ３表

示隐藏层到输出层的权重。
ＲＮＮｓ 使用基于时间的反向传播学习算法

（ＢＰＴＴ） ［２１］进行训练，反向传播时将网络按时间展

开，误差将按时间顺序从最后一个时刻往前进行传

播， 最后进行权重更新。
因为 ＲＮＮｓ 特殊的网络结构，使得其可以充分

学习到序列数据中前后数据的关联关系，所以

ＲＮＮｓ 被广泛地应用于时间序列类问题。

２　 长短期记忆网络

由于 ＲＮＮｓ 在训练时采用 ＢＰＴＴ 反向传播算

法，当遇到长间隔的序列在反向传播通过链式法则

求梯度时会出现梯度消失的现象［２２ ］，且梯度消失现

象随着时间跨度越长越严重，这使得 ＲＮＮｓ 在针对

长范围的序列时难以有效地进行训练。

为了解决 ＲＮＮｓ 无法有效地利用长间隔序列问

题，ＨＯＣＨＲＥＩＴＥＲ Ｓ 和 ＳＣＨＭＩＤＨＵＢＥＲ Ｊ 修改了

ＲＮＮｓ 结构中的隐藏层神经元，将其设计成了一种

被称为长短期记忆网络 （ ｌｏｎｇ⁃ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙ，
ＬＳＴＭ）的记忆单元结构［２３－２４］，通过 ３ 种门结构： 遗

忘门，输入门和输出门来控制神经元对历史信息的

记忆，如图 ２ 所示，ｔ 时刻的计算过程如下。

图 ２　 ＬＳＴＭ记忆单元

Ｆｉｇ．２　 ＬＳＴＭ ｍｅｍｏｒｙ ｃｅｌｌ

ｉｔ ＝ ｓｉｇｍｏｉｄ（Ｗｘｉｘｔ ＋ Ｗｈｉｈｔ －１ ＋ Ｗｃｉｃｔ ＋ ｂｉ） （３）
ｆｔ ＝ ｓｉｇｍｏｉｄ（Ｗｘｆｘｔ ＋ Ｗｈｆｈｔ －１ ＋ Ｗｃｆｃｔ ＋ ｂｆ） （４）
ｃｔ ＝ ｆｔｃｔ －１ ＋ ｉｔ ｔａｎｈ（Ｗｘｃｘｔ ＋ Ｗｈｃｈｔ －１ ＋ ｂｃ） （５）

ｏｔ ＝ ｓｉｇｍｏｉｄ（Ｗｘｏｘｔ ＋ Ｗｈｏｈｔ －１ ＋ Ｗｃｏｃｔ ＋ ｂｏ） （６）
ｈｔ ＝ ｏｔ ｔａｎｈ（ｃｔ） （７）

式中 ：ｉ， ｆ， ｏ 分别表示输入门，遗忘门，输出门；ｃ 表

示记忆单元；ｈ 表示隐层输出，其下标表示时刻 ｔ；Ｗ
表示连接权重，其下标表示权重关联项，例如 Ｗｘｉ表

示从输入层到输入门的连接权重，ｂ 为偏置项。 根

据 ｉ， ｆ， ｏ 在［０， １］范围的取值，来控制历史信息通

过门结构的比例。 ｔａｎｈ、ｓｉｇｍｏｉｄ 则为激活函数。

３　 基于 ＬＳＴＭ的售电量预测模型

３．１　 售电量与影响因素相关性

由于售电量数据涉及多个产业，每个产业又包

括多个行业，每个行业在售电量方面都有各自的影

响因素，故需要对各个行业进行分类处理。
使用 Ｐｅａｒｓｏｎ 相关系数［２５］作为每个行业的售电

量数据与其他影响因素数据特征的相关性的评价

依据，其计算方法如下：

ｒ（ｘ，ｙ） ＝ Ｃｏｖ（ｘ，ｙ）
σｘσｙ

（８）

式中：ｒ 表示 Ｐｅａｒｓｏｎ 相关系数，取值范围为［－１，１］，
其中 ０ 表示不相关，其值越接近 １ 则正相关性越大，
越接近－１ 则是负相关性越大；ｘ 和 ｙ 为两个数据特

征变量；Ｃｏｖ（ｘ，ｙ）表示协方差；σｘ，σｙ 表示标准差。
通过以上计算结果可以知道两个数据特征变
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量之间是否相关，如售电量数据与气温数据的相关

性，售电量数据与 ＧＤＰ 数据的相关性，售电量数据

与投资数据的相关性，售电量数据与日期数据的相

关性等。 对于不相关的影响因素或相关性弱的影

响因素则予以排除。
３．２　 行业售电量聚类

由于每个行业的售电量情况不同，根据每个行

业售电量单独训练模型，将使训练过程过于复杂且

训练模型数量众多。 故本文提出先根据 Ｐｅａｒｓｏｎ 相

关系数使用 Ｋ⁃ｍｅａｎｓ 算法对行业进行聚类，将售电

量特征相似的行业聚为一类，这将大幅减少模型的

数量。 聚类之后得到若干个簇，每个簇包含了若干

行业，同一簇中行业的售电量数据对某些数据特征

具有一定的相似性，聚类算法如下：
输入：售电量序列数据，Ｐｅａｒｓｏｎ 相关系数集合

Ｄ＝｛ｘ１，ｘ２，…，ｘｍ｝，ｘｉ表示第 ｉ 个行业的相关系数

向量，其中的每一维表示与售电量相关的影响因

素，ｍ 表示行业个数，聚类簇数是 ｋ；
输出：簇划分 Ｒ；
步骤：从相关系数集合 Ｄ 中随机选取 ｋ 个行业

的相关系数向量作为初始均值向量 μ ＝ ｛μ１，μ２，…

μｋ｝，其中 μ ｉ是第 ｉ 个行业的相关系数向量。
（１） ｄｏ
（２） Ｒ＝ Φ
（３） ｆｏｒ ｊ ＝ １，２，…，ｍ ｄｏ
（４） 计算 ｘ ｊ与 μ ｉ的距离，根据距离最近的均值

向量确定 ｘ ｊ的簇划分

（５） ｅｎｄ ｆｏｒ
（６） ｆｏｒｉ＝ １，２，３，…，ｋ ｄｏ
（７） 计算新均值向量 μ ｉ′
（８） 如果 μ ｉ′！ ＝μ ｉ则更新 μ ｉ否则保持不变

（９） ｗｈｉｌｅ（μ 不再更新）
３．３　 数据归一化处理

由于售电量数值与影响因素的数值相差较大，
故必须对这些数据进行归一化处理，将各类数值缩

放到同一尺度，缩放公式如下：

ｘ∗ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（９）

式中：ｘ 为每一类数据的原始数值； ｘｍｉｎ 为每一类数

据的最小值； ｘｍａｘ 为每一类数据的最大值， ｘ∗ 为该

类数据计算得到的数值。
３．４　 多条件售电量预测模型

设售电量时间序列数据为：
Ｘ ＝ （ｘ１，ｘ２，…，ｘｔ －１，ｘｔ） （１０）

式中： ｘｔ 是 ｔ 时刻的售电量，则售电量预测问题即是

根据已知时间序列数据 Ｘ，求得 ｘｔ ＋１ 时刻的最大似

然估计 Ｐ（ｘ）：

Ｐ（ｘ） ＝ ∏
Ｔ

ｔ ＝ １
Ｐ（ｘｔ ＋１ ｘ１，ｘ２，…，ｘｔ） （１１）

由于售电量不仅仅受自身历史数据的影响，也
受其他各种相关因素的影响，即是多条件时间序列

问题。 由此，公式（８）变成如下形式：

Ｐ（ｘ ｙ） ＝ ∏
Ｔ

ｔ ＝ １
Ｐ（ｘｔ ＋１ ｘ１，ｘ２，…，ｘｔ，ｈｔ） （１２）

式中： ｘｔ 表示 ｔ 时刻的售电量；ｈｔ表示 ｔ 时刻额外的

影响因素。
公式（１１）与公式（１２）是售电量预测的目标，通

过在已知历史售电量和外部影响因素数据求得下

一日的售电量的条件概率 Ｐ（ ｘ ｙ），该条件概率通

过 ＬＳＴＭ 模型进行拟合，如上公式（１—７）给出 ｔ 时
刻的计算过程，其中公式（６）为模型输出，即售电量

预测数值。 由于 ＬＳＴＭ 存在门结构和记忆单元可以

控制历史信息在神经网络中的传递，从而使得本文

模型可以充分的利用历史售电量数据，此外施加的

外部影响因素数据也会对售电量预测模型产生

影响。
３．５　 售电量预测过程

图 ３ 给出了基于长短期记忆网络的售电量预测

的过程图。 该过程以售电量数据和外部影响因素

数据作为输入。 首先分别计算各个影响因素与各

个行业售电量的相关系数，并且以行业数作为行

数，以影响因素数作为列数，构建该行业聚类特征

矩阵：
ｒ１１ ｒ２１ … ｒｎ１
ｒ１２ ｒ２１ … ｒｎ１
ｒ１３ ｒ２１ … ｒｎ１
︙ ︙ ︙ ︙
ｒ１ｍ ｒ２ｍ … ｒｎｍ

é

ë

ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
úú

（１３）

式中： ｒｎｍ 表示第 ｍ 个行业的售电量与第 ｎ 个影响因

素数据计算得到的相关系数，根据该特征矩阵使用

Ｋ⁃ｍｅａｎｓ 算法进行聚类。
其次，根据聚类结果划分原始售电量数据集，

将相似的行业的售电量数据划分为同一个子集，同
时对同一子集中的所有售电量数据按日期进行累

加得到该子集的日总售电量数据。
最后，根据以上子集划分情况，分别训练与划

分数量对应数量的模型。 在预测阶段，对每个簇的

行业总售电量进行独立预测，每个模型将输出相应

簇的售电量预测数值，最终将多个模型的预测结果

进行累加得到总的日售电量预测结果。
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图 ３　 售电量预测过程

Ｆｉｇ．３　 Ｓａｌｅｓ ｆｏｒｅｃａｓｔｉｎｇ ｐｒｏｃｅｓｓ

４　 实验与分析

本文结合实际售电量数据对所提出的预测方

法进行了验证。 数据来自某市总计 １０ 个电力部门

共 １０６ 个行业的日售电量数据，总数据集大小为

１７８ ７９３ 条，１０６ 个行业的总售电量如图 ４ 所示，时
间跨度为 ２０１５ 年 １ 月至 ２０１７ 年 ５ 月。 将 ２０１５ 年 １
月 １ 日至 ２０１６ 年 １２ 月 ３１ 日的数据作为训练数据

集，将 ２０１７ 年 １ 月 １ 日至 ２０１７ 年 ５ 月 ３１ 日的数据

作为测试数据集。 以 １５ ｄ 为预测单位，即根据历史

售电量信息每次预测未来 １５ ｄ 的售电量的值。

图 ４　 某市 １０６ 个行业总售电量

Ｆｉｇ．４　 Ａ ｃｉｔｙ １０６ ｔｏｔａｌ ｓａｌｅｓ ｏｆ ｅｌｅｃｔｒｉｃｉｔｙ ｉｎｄｕｓｔｒｙ

同时考虑到不同行业所受影响因素不同，初步

选取的影响因素包括：日最高气温，日最低气温，节
假日情况，周末情况，季度，每月中的第几天，每年

中的第几天，周数，每周中的第几天，ＧＤＰ，地区投资

数据。
将以上影响因素分别与售电量数 据 计 算

Ｐｅａｒｓｏｎ 相关系数，并执行 Ｋ⁃ｍｅａｎｓ 算法进行聚类，
图 ５ 给出通过 ｔ⁃ＳＮＥ 算法将聚类结果进行可视化的

聚类结果图，ｔ⁃ＳＮＥ 算法将数据从高维空间映射至

二维空间中，通过横轴和纵轴指示数据点在二维空

间中的位置并展示数据点与数据点间的距离。

图 ５　 聚类结果可视化

Ｆｉｇ．５　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ

实验环境为一台 ＧＰＵ 服务器， ＣＰＵ 为 Ｉｎｔｅｌ
Ｘｅｏｎ Ｅ５—２６８０ ｖ４，内存为 ６４ ＧＢ，ＧＰＵ 为 Ｎｖｉｄｉａ
ＴｉＴａｎ ＸＰ，软件平台为 Ｇｏｏｇｌｅ Ｔｅｎｓｏｒｆｌｏｗ。 选择 ＢＰ
神经网络预测模型［２６］ 与本文提出的预测模型进行

比较，该模型具有较好预测准确性，以突出本文方

法的优势。
为了评估预测值与真实值的误差，本文选用均

方误差（ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒ，ＭＳＥ）作为评价指标，同
时 ＭＳＥ 也作为 ＬＳＴＭ 售电量预测模型的目标函数，
目标函数如下：

Ｌｌｏｓｓ ＝
１
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ

～
ｉ） ２ （１４）

式中：ｎ 表示总样本数；ｙｉ 表示预测值； ｙ
～
ｉ 表示真

实值。
本文使用 ３ 层 ＬＳＴＭ 网络对售电量数据进行预

测，在每层 ＬＳＴＭ 间使用 ｄｒｏｐｏｕｔ 抑制模型过拟合现

象。 使用如上所示的训练集，在本实验环境中对模

型进行训练，如图 ６ 所示，经过 ２００ 次迭代模型即可

收敛，训练总计用时 ８ ｍｉｎ 左右。

图 ６　 模型收敛曲线

Ｆｉｇ．６　 Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｆｏｒ ＬＳＴＭ ｍｏｄｅｌ

通过行业聚类将数据集按行业进行划分，预测

阶段也将按照聚类结果分别进行预测，图 ７ 给出了

ＬＳＴＭ 模型与 ＢＰ 神经网络的预测结果，其中 ＬＳＴＭ
模型的预测结果为根据子集划分情况分别预测后

累加而成的总售电量预测。 从图 ７ 中可以看到
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ＬＳＴＭ 网络预测模型相比于 ＢＰ 神经网络更贴近真

实值，预测误差较小，即使数据出现突降也能很好

地进行预测。 ＬＳＴＭ 网络与 ＢＰ 神经网络的 ＭＳＥ 值

分别为 ０．００９ ２ 与 ０．０２８ ５１，平均误差分别为 ２．１％
与 １５．８％，由此可发现基于 ＬＳＴＭ 的售电量预测模

型相比 ＢＰ 神经网络模型在预测精度上具有较大的

提升。

图 ７　 售电量预测结果对比

Ｆｉｇ．７　 Ｃｏｍｐａｒｉｓｏｎ ｆｉｇｕｒｅ ｏｆ ｔｈｅ ｒｅｓｕｌｔ ｏｆ
ｅｌｅｃｔｒｉｃｉｔｙ ｓａｌｅ ｆｏｒｅｃａｓｔ

５　 结语

为了提高售电量预测的准确性，本文提出了一

种基于长短期记忆网络的售电量预测方法，通过分

析售电量数据及其影响因素的相关性，根据各个行

业的数据特征将相似的行业进行聚类，并根据聚类

结果训练长短期记忆网络，自动学习售电量数据以

及相关影响因素的数据特征，通过所设计的多条件

时间序列预测模型得到更好的售电量预测结果。
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